颱風接近期間各機場風力類神經網路分析系統建置及應用
1、 前言
颱風是西北太平洋的強烈熱帶氣旋系統，大多生成於北緯10°到15°之間的區域，是夏秋兩季對臺灣地區最具威脅性的天氣現象之一。由於挾帶著豐沛的降雨與強勁的風勢，它常對所侵襲的地區造成嚴重的損害。然而對航空氣象而言，不僅造成在航路上出現劇烈對流雲、亂流及積冰等惡劣天氣之外，其暴風圈內的強風在各機場亦可能導致強側風與和風切等顯著天氣現象，會使航空器在起飛與降落時的困難度及危險性大幅增加，同時也是機場侵襲期間班機發生事故、延誤及各種損失的主要原因。2003年9月2日，受到杜鵑颱風的影響，停在桃園國際機場A2機坪的一架華航738型客機就因為側風撞及空橋，所幸乘客早已全數下機。因此，若能更準確的預報颱風接近期間的各機場風場變化，以提供航站、航空公司及管制單位在颱風侵襲時執行飛航計畫和航務管理時的參考，必能增強颱風季節的飛行安全並減少作業上的各種成本。目前許多國家皆已投入大量研究設備和人力資源，以投落送、衛星、雷達和海象氣象觀測站監測颱風的結構變化，並以數值模式預測其動向，期望能進一步掌握颱風侵襲期間對各地的雨量和風場的變化。
預報颱風接近期間的機場風場變化，可以分成兩個階段。首先，必須先預測預報時間颱風所在的位置、強度及暴風半徑，再依據這些資訊評估各個機場受颱風環流影響所造成的風向和風速變化。假設地表（大氣的下邊界）是光滑平坦的表面，颱風風速在最大風速圈之內大約為隨半徑增加遞增，在最大風速圈到暴風圈之間與半徑的平方根成反比，在暴風圈以外的區域則大致與半徑成反比，而風向約為逆時針旋轉之圓周切線方向。雖然理論上可以用這種方式由目標機場與颱風的相對距離估算該機場的風場，然而在加入了地形和海陸分布等因素之後，實際風場與前述的估計可能出現很大的差異。因此綜合來說，颱風侵襲期間對機場的風向風速的預報誤差主要來自兩個因素：對未來颱風動向的預報失準，或對颱風位置與機場風場之間的對應關係不熟悉。
對颱風中心的未來行進路線及強度變化的預報，國內外氣象單位目前仍以數值模式做為客觀預報的主要參考，隨著遙測技術與電腦運算能力的發展，近年來在這部分的預報準確度有很大的進步，尤其在系集模式預報應用在實務預報作業之後更大幅的縮小了3到6小時的預報誤差。然而由於台灣的地形複雜，又位於大洋與陸塊的交界處，前述的地形與海陸分布因子較為複雜，因此即使能完全準確的預測到颱風的位置和強度，仍然很難由颱風位置及強度推測單一機場的風向和風速可能會產生什麼樣的變化。
在過去有關颱風研究的文獻中，為了解颱風位置與強度對臺灣各地風場的影響做了許多觀測與分析，如王（1980，1992）、蔡等（1992，1993，1995）、謝等（1996，1997，1998）；以及診斷分析與數值模擬研究，如Chang（1982），Yeh and Elsberr（1993a，1993b）、Lin等（1999）、簡（2000）等（因數量太多僅引述部分研究）。然而航空氣象必需估算機場跑道區域的風場變化，在這麼小的範圍進行風場的預報作業時會牽涉到非常小尺度的天氣系統，前述流場研究的結果對實際作業能提供的幫助仍然相當有限。因此，研究如何運用過去機場觀測所得的風場資料與颱風資料相比對，發展出能幫助預報人員預測颱風侵襲期間機場風場的客觀參考工具有其迫切的必要性。
2、 颱風接近期間風場客觀預報需求概述
在颱風侵襲或接近期間，對機場進行風向及風速的預報作業是相當困難的工作，因同時涉及了兩種分屬於不同尺度的天氣系統的預測。首先預報人員必需依據所有數值模式的資料與綜觀尺度和中尺度分析技術決定未來颱風的位置、強度和結構特徵；再依據這些資訊判斷各個機場可能出現的風向和風速。
然而，由於航空氣象必需提供特定機場的風向和風速變化預報，針對小尺度範圍的預報作業相當複雜，即使掌握了颱風的位置和強度，也很難依靠理論推算出各機場的實際風場。地形、海陸分布和日夜變化等因素都有可能會影響機場風場與颱風位置之間的關係，預報人員過去往往只能依據個人過去經驗進行預報，而這樣的主觀預報作業方式則較容易讓預報品質變得不穩定。
有鑑於此，臺北航空氣象中心(以下簡稱氣象中心)在近年來積極的進行研究與開發，於2008年完成了針對歷史颱風資料與各機場觀測資料之間比對統計的「颱風風場查詢系統」。該系統能以統計的方式整理出與使用者輸入之位置、強度等特定條件相差在一定誤差範圍之內的颱風資料，並輸出與其相匹配的各機場的風向風速統計資訊供使用者參考。這一套系統以氣候統計的方式並且將所得到的統計結果圖形化，提供預報人員客觀的預報參考，確能讓氣象作業人員能迅速瞭解各機場在颱風處於不同位置和條件下時，最有可能出現的風向和風速為何。
由於該研究中所使用的是傳統統計分析，其統計結果可能會因使用者所選擇的容忍範圍不同而產生差異，也造成當該系統所產生的統計結果中出現兩個或以上佔有相近比例區間，此時使用者較難下最後判斷。另外，傳統統計分析的結果雖然能表現較細節的氣候統計特徵，但較不適合以簡單的單一組風向風速值表現出風向風速隨時間序列可能產生的變化。在實際作業時，氣象人員在預報颱風接近期間針對數個機場預報其風向風速隨時間的變化時，必需反覆將各時間點的颱風資料輸入颱風風場查詢系統中並一一紀錄下其所對應的統計成果。颱風風場查詢系統為了完整呈現統計結果以免使用者誤解或誤用，實難克服前述實際作業中產生的不便；然而為了作業的方便性和時效性，能協助氣象人員簡化風場逐時變化預報作業的統計系統勢在必行。因此氣象中心提出本研究計畫，運用類神經網路的非線性迴歸特質並加入便捷的時間軸輸入與內插功能，進一步研究建立一個能與颱風風場查詢系統相互驗證而且適合氣象人員實務作業中使用的颱風接近期間機場風場預報系統。
3、 資料庫與軟硬體設備
本計畫為氣象中心延續颱風風場查詢系統之延伸研究，因此同樣使用氣象中心以所屬各航空氣象臺觀測原始資料（.dbf格式檔）轉檔成（.csv格式檔）所建立之資料庫，並向中央氣象局取得颱風歷史資料。與颱風風場查詢系統不同，在本研究中這些資料僅用以訓練類神經網路及驗證，在完成訓練之後實際運作時並不需要將資料庫安裝至作業電腦。若在未來有更新或重新訓練其核心類神經網路的需求時，也只需將新的資料庫轉換為適當格式之後便可用以訓練類神經網路。
本研究在類神經網路的訓練過程是以美國The Math Works公司出品的商業數學軟體Matlab進行，由於其已內建類神經網路工具箱，而且對大型矩陣的運算和處理有良好的支援，因此特別適合用來訓練類神經網路。以這種方式訓練類神經網路也比自行建立程式碼要節省許多人力與資源。
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圖1：Matlab的圖示與操作介面
在訓練過程中需要效能較好的電腦來提升運算速度並縮短訓練時間，但一旦完成訓練之後，該系統便只需要耗費極少量的運算資源以進行簡單的多項式運算，因此訓練完成的類神經網路系統可安裝於較低階的個人電腦上，並不需要花費經費擴充硬體設備。
4、 實驗原理與演算法
(1) 非線性系統與混沌行為 

在數學上，一個線性方程式f(x)必須滿足：
f(x+y)=f(x)+f(y)，……………..(1)

以及 f(ax)=af(x)……………….(2)

這兩個條件。
而非線性系統就是指不符合這些線性特質的系統。也就是說，它的解無法以一組互相獨立的分量的線性組合來表現。由於大部分現實中的物理系統都涉及非線性方程，因此非線性問題在工程學、物理學和數學等領域中都非常重要。然而非線性問題非常難解，尤其非線性系統產生的「混沌行為」更是難以預測。
如果我們假設Δx遠小於x，在一個線性系統中，由(1)可知
f(x + Δx) = f(x) + f(Δx)，
而因Δx遠小於x，我們可以假設x = aΔx，其中a為一個遠大於1的數，由(2)可得：
f(x) = f(aΔx) = a f(Δx)，
因此，f(Δx)也遠小於f(x)。由此可知，在線性系統中，若輸入的值有微小的誤差，最後所得到的結果與原結果並不會有太大的差異。但因為非線性系統不具備前述的線性特質，因此即使只在系統的一部分發生微小的變化時，也會對整個系統產生複合性的重大影響，導致它往完全不同的另一個穩定態演變。這就是所謂的混沌行為。
大氣本身就是一個典型的非線性系統，由於各尺度的擾動之間存在著複雜的交互作用，大氣系統在數學上並沒有一般解，只能在簡化方程式中一些擾動項之後得到特殊解，或運用電腦以數值方法求得數值解。然而，因為非線性系統的混沌行為特質，造成它對初始條件和邊界條件的誤差非常敏感。數值模式在輸入值有微小誤差的情況下可能計算出差異極大的結果，尤其對終端機場預報所牽涉的小尺度和微尺度氣象來說更容易造成預報準確率的快速下降。
假設機場在颱風接近期間的風向和風速是颱風的中心位置、強度和暴風半徑的函數，則此函數可寫成：
u = U(x, y, P, r); v = V(x, y, P, r)

其中u和v分別為風場的緯向與經向分量，x與y則分別為颱風中心的經度和緯度，P是颱風中心的氣壓，而r則是颱風的七級風半徑。
由過去的資料我們可以得到：un = U(xn, yn, Pn, rn)； vn = V(xn, yn, Pn, rn)的對應關係。過去的颱風資料是離散性的，在資料點之間有許多沒有資料的空缺，理論上以統計學的方法可以迴歸分析出颱風資料與機場風場的關連性，但由於前述的混沌行為，單純的線性迴歸分析或線性內插在這個問題上並不適用。因此，氣象中心在對颱風資料進行統計分析之後，進一步選擇了近年來被廣泛應用在非線性問題的類神經網路以解決這個函數對應的問題。
(2) 類神經網路的原理
類神經網路通常被應用在傳統分析方法遭遇困難或無法進行的領域，如圖像識別與非線性系統的分類或控制。它們是由平行運作的簡單元素構成的，而這些元素則是模仿生物神經系統設計的。就像自然的生物神經系統，網路的功能主要是由示素之間的聯結所決定的。可以經由調節元素之間的連結（權重）數值訓練，訓練網路進行特定的功能。
一般來說，我們訓練或調整類神經網路以使其能將特定的輸入值對應至特定的輸出目標。經由輸出值與目標值之間的比對調整類神經網路，直到網路的輸出值與目標相符。一般來說，在訓練網路的過程需要大量的輸入值與目標值的資料組合。
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圖2：類神經網路的訓練過程
類神經網路被用來表現各種領域中的複合方式，包括圖樣辨識，鑑定，分類，語言，視覺訊號和控制系統。類神經網路也可以被用來解決傳統電腦或人類難以解決的問題。
近年來若干實驗文獻(Pasini et al. 2001, Nugroho et al. 2002, Tasadduq et al. 2002, Fabbian and de Dear 2006) 證實了引入類神經網路的確有助於提高我們對霧、低雲和地面風的預報能力，而中央氣象局CWB97-1A-16 研究發展專題 (Tzeng and chan 2008)利用倒傳遞類神經網路預測台灣成霧現象的研究也取得初步成果。
(3) 類神經網路結構及演算法
單一輸入神經元是類神經網路結構的基礎。
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圖3：神經元模型
在這個神經元模型中有三個主要的函數。首先，輸入值p被乘上一個純量權重w成為wp的純量乘積，接著加權後的輸入值wp被加上一個純量的偏差值b之後形成網路的淨輸入n（在這個例子中，可以將偏差值視為將整個函數向左平移b的效應。偏差值基本上等同於一個權重輸入值，只是它的輸入參數始終是常數1）。最後，網路淨輸入值被送進轉移函數f，產生純量輸出a。而這些過程中所運用的函數的名稱分別為：權重函數，網路淨輸入函數和轉移函數。
要注意w和b都是神經元中可以被調整的純量參數，整個類神經網核心概念就是經由調整這些參數讓網路產生某些符合我們期望的行為。因此，我們可以藉著調整這些參數來訓練網路完成特定的工作。
兩個以上的神經元就可以構成一個神經元層，而一個特定的網路可以包含許多這樣的神經元層。每一層都有一個權重矩陣W，一個偏差向量b和一個輸出向量a。為了分別這些權重矩陣和輸出向量等，我們對不同層的變數加上了該層的編號做為上標。這就是多層類神經網路的基本結構。

[image: image5.png]Inputs Layer ayer 2 Layer 3
N D ) \z n \;
WL W e

n 1 T

P LIRS LI

Ry P RN LN

A G L I# :

3 ! . : . ! s : s

S DI D 2 o e
v 1o, Vs T e 15
J ! J J ! J

Lofawe)  ReFIWReR) RoPOwiier)

IW b+ b+ bY)




圖4：多層類神經網路
當網路的權重和偏差值初始化之後，就可以開始訓練網路。多層前饋式網路可以被訓練用做函數最適化（非線性迴歸）或圖像的識別。訓練的過程需要一組能表現出期望中網路行為的範例—網路的輸入p和目標輸出t。
整個訓練類神經網路的過程包含了調整網路的權重和偏差值的值以使網路的表現最佳化，而網路的表現則由表現函數net.performFcn來決定。前饋式網路的預設表現函數是均方誤差—網路輸出值與目標值之間誤差平方後的平均。如下式所示：
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5、 資料處理與訓練過程
本計畫使用各機場氣象臺自1961年起至2009年長達49年的觀測資料中的風場資料，與氣象局自1962年起到2009年的颱風資料庫相對應。由於各機場氣象臺最短每30分鐘有一筆定時觀測資料，而中央氣象局每六小時有一筆颱風資料。因此首先將中心座標、最大陣風和中心氣壓等颱風資料依時間線性內插至機場氣象臺觀測資料的每個時間點之後，將其與各機場在該時間的風場觀測值配對，分別作為類神經網路的輸入值及目標值。完成之後，我們就可以利用這些資料對類神經網路進行數萬輪的訓練。
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圖5：以Matlab工具箱進行類神經網路訓練過程畫面
訓練的過程是：以亂數設定網路內部的聯結權重值，將一組颱風資料輸入網路讓它產生一個輸出，再將這個輸出與該時間的機場觀測值（目標值）比對。依數學演算法利用比對所得的誤差倒推以修正網路聯結的權重值，修正之後再輸入下一組颱風資料，並再一次將產生的輸出值與目標比對以進行進一步的修正。如此循環計算不斷修正之後，網路輸出的值會逐漸趨近於目標值，當目標值與輸出值之間的誤差小到一個門檻之下時，就可以說這個類神經網路已經訓練完成。
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圖6：類神經網路訓練過程中均方誤差逐漸減小範例圖
(1) 隱藏層神經元數目的影響
類神經網路中可以設定一個到數個隱藏層，隱藏層的數目則會影響到此類神經網路對非線性函數的模擬能力。當隱藏層的數目太少，類神經網路對複雜函數的模擬能力就會較差，但過多的隱藏層數目則會拖慢類神經網路的訓練速度，並且有可能造成過擬合(overfitting)的現象，使資料中的雜訊亦溢入擬合函數之中。
[image: image9.jpg]A Newnsl Nework Viewer Giew) o

Layer Layer Layer
Tnput Output





圖7：本研究中所使用擁有兩層隱藏層的類神經網路結構
一般來說，擁有兩層隱藏層並在各層中有適當的神經元數目的類神經網路就可以妥適的擬合任何函數，因此在本計畫中採用這種兩層隱藏層結構。每個隱藏層各自擁有的神經元數目也會影響類神經網路訓練的效率和結果。為了找出最佳的設定，我們將隱藏層中的神經元數目由4個開始逐步增加，並測試類神經網路在不同神經元數目的設定下完成訓練時達到的誤差值與完成訓練所需的時間。
結果發現：神經元的數目愈多，類神經網路在訓練完成後所能達到的誤差值愈小，而需要的訓練時間愈長。而在隱藏層神經元數目達到20個時，不但誤差值比19個更小，且需要的訓練時間竟然比19個神經元時更短，因此本計畫決定採用兩層隱藏層，每個隱藏層內含20個神經元的設定。
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圖8：隱藏層所含神經元數目對訓練過程的影響。橫軸為神經元數目，縱軸為訓練效果與訓練所需時間標準化後的數值。
(2) 訓練演算法的影響 

Matlab的類神經網路工具箱在訓練多層前饋式類神經網路的過程中提供了許多種標準數值最佳化演算法，用以最佳化類神經網路的表現函數。下表中展示了Matlab系統中的類神經網路工具箱中可用的所有梯度型及雅可比型訓練演算法。
	函數
	演算法

	trainlm
	Levenberg-Marquardt

	trainbr
	Bayesian Regularization

	trainbfg
	BFGS Quasi-Newton

	trainrp
	Resilient Backpropagation

	trainscg
	Scaled Conjugate Gradient

	traincgb
	Conjugate Gradient with Powell/Beale Restarts

	traincgf
	Fletcher-Powell Conjugate Gradient

	traincgp
	Polak-Ribiére Conjugate Gradient

	trainoss
	One Step Secant

	traingdx
	Variable Learning Rate Gradient Descent

	traingdm
	Gradient Descent with Momentum

	traingd
	Gradient Descent


為了了解各種不同的演算法在颱風風場對應問題的表現與效果，我們測試了各種修正網路內聯結權重的演算法對類神經網路效果和訓練時間的影響。我們發現，非線性的修正方式能達到最少的誤差值，而且所需的訓練時間也比較短，顯示非線性型的演算法能以較短的訓練時間得到最小的誤差，因此較適合颱風與終端機場風場的對應研究使用。
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圖9：訓練方法對訓練過程的影響。橫軸為各種不同的訓練方法，縱軸為訓練效果與訓練所需時間標準化後的數值。
6、 研究結果與討論
經過一年的整理資料、訓練、研究與分析，研究團隊完成了類神經網路的計算核心，將此計算核心發展成適合預報人員使用的參考工具，並積極的改善了它的輸出及輸入介面，加入許多方便的功能，使其功能更加完善。以下就計算核心的預報能力與程式功能介面等細節部分做完整說明。
(1) 類神經網路核心之預報能力檢驗
整個計畫的核心部分即為經由類神經網路訓練之後，得到一組非線性函數用以將使用者所輸入的颱風資訊映射至相對應的機場風向與風速。因此，首先必須檢驗所得到的網路用以作為此內插映射工具時的效果如何，也就是將函數所計算出的結果與實際觀測值相比對，觀察其誤差的大小是否合於預報作業的標準。然而，由於類神經網路的特性，用來訓練網路的資料組不能再重覆使用在檢驗訓練完成的網路，否則就像以同樣的題庫同時作為學生的習題及測驗題目一般失去意義。因此，我們在整理資料時就預先在歷年觀測資料和颱風資料中以亂數的方式挑選出數千組的資料預留做為檢驗資料使用。另外，為了檢驗以過去資料訓練完成的類神經網路是否能持續適用於新的年分，而不至於在若干年後就喪失其準確度，因此我們在訓練網路時只採用民國97年之前的資料，保留民國98年全年的資料當作為驗證資料並預備在驗證階段使用。 

檢驗過程為將颱風位置、強度等資料輸入網路函數後對九個民航機場得到預估的風向風速值，再將所得的風向風速值與實際觀測到的風向風速值相減以得到該次估計的誤差。最後再計算整組資料中誤差值落在某個區間之內的個案數佔全部個案數的比例，即可得知網路預估風向風速的準確率。
在風向部分將誤差區間分為36組，分別為偏左170度到180度之間、偏左160度到170度之間、偏左150度到160度之間、……、偏右160度到170度之間、偏右170度到180度之間等。在風速部分將誤差區間分為低估30KT至35KT、低估25KT至30KT、……、高估25KT至30KT、高估30KT至35KT等14組。
首先以民國98年全年資料檢驗類神經網路的準確度。風向誤差分布如下表：
	
	-170~-180
	-160~-170
	-150~-160
	-140~-150
	-130~-140
	-120~-130
	-110~-120
	-100~-110
	-90~-100
	-80~-90
	-70~-80
	-60~-70
	-50~-60
	-40~-50
	-30~-40
	-20~-30
	-10~-20
	0~-10
	0~10
	10~20
	20~30
	30~40
	40~50
	50~60
	60~70
	70~80
	80~90
	90~100
	100~110
	110~120
	120~130
	130~140
	140~150
	150~160
	160~170
	170~180

	TP
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.23%
	0.93%
	0.70%
	0.93%
	0.47%
	0.70%
	0.93%
	1.40%
	1.86%
	3.03%
	1.40%
	6.29%
	8.39%
	10.26%
	10.02%
	9.09%
	9.79%
	5.36%
	3.03%
	6.29%
	3.03%
	3.96%
	3.26%
	2.56%
	0.93%
	0.00%
	0.47%
	0.00%
	1.40%
	2.80%
	0.47%

	BS
	0.00%
	0.57%
	0.00%
	0.29%
	0.57%
	1.15%
	2.01%
	4.31%
	4.89%
	1.15%
	3.45%
	1.44%
	3.74%
	2.01%
	0.57%
	0.86%
	4.60%
	9.77%
	12.93%
	18.39%
	6.90%
	3.74%
	2.87%
	2.87%
	3.16%
	2.59%
	0.57%
	1.15%
	1.72%
	0.00%
	0.00%
	0.29%
	0.57%
	0.00%
	0.86%
	0.00%

	FN
	2.17%
	2.17%
	1.97%
	1.38%
	1.18%
	2.17%
	1.18%
	0.79%
	1.18%
	0.39%
	0.98%
	1.57%
	1.77%
	1.38%
	2.56%
	2.17%
	1.97%
	5.51%
	3.94%
	3.15%
	1.57%
	4.33%
	6.30%
	4.92%
	4.72%
	3.94%
	1.38%
	2.17%
	3.54%
	3.35%
	5.12%
	5.51%
	3.94%
	2.17%
	4.33%
	3.15%

	GI
	0.00%
	0.00%
	0.00%
	0.00%
	5.66%
	0.00%
	1.89%
	0.00%
	0.00%
	1.89%
	0.00%
	0.00%
	0.00%
	1.89%
	0.00%
	3.77%
	16.98%
	9.43%
	3.77%
	0.00%
	0.00%
	0.00%
	3.77%
	1.89%
	1.89%
	1.89%
	3.77%
	0.00%
	3.77%
	7.55%
	3.77%
	1.89%
	11.32%
	9.43%
	1.89%
	1.89%

	KH
	1.97%
	0.66%
	0.82%
	0.99%
	0.49%
	0.82%
	1.32%
	1.15%
	1.64%
	0.99%
	3.62%
	1.48%
	2.63%
	2.30%
	1.64%
	2.63%
	2.63%
	4.28%
	5.76%
	6.74%
	7.40%
	9.70%
	10.03%
	4.77%
	1.97%
	0.66%
	1.15%
	1.48%
	0.99%
	0.33%
	0.99%
	3.13%
	2.80%
	2.96%
	3.95%
	3.13%

	KW
	4.00%
	8.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	4.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	4.00%
	0.00%
	0.00%
	12.00%
	20.00%
	12.00%
	20.00%
	4.00%
	4.00%
	0.00%
	4.00%
	0.00%
	0.00%
	0.00%
	0.00%
	4.00%

	LY
	5.26%
	7.89%
	10.53%
	7.89%
	2.63%
	5.26%
	0.00%
	0.00%
	0.00%
	5.26%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	5.26%
	5.26%
	0.00%
	0.00%
	0.00%
	0.00%
	5.26%
	0.00%
	2.63%
	2.63%
	2.63%
	2.63%
	2.63%
	5.26%
	0.00%
	5.26%
	15.79%

	MT
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	18.56%
	8.25%
	35.05%
	25.77%
	6.19%
	2.06%
	2.06%
	0.00%
	0.00%
	0.00%
	2.06%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%

	SS
	0.65%
	0.00%
	0.00%
	0.16%
	0.00%
	0.32%
	0.00%
	0.65%
	0.00%
	1.30%
	0.81%
	0.81%
	0.65%
	2.92%
	1.78%
	3.89%
	3.08%
	5.35%
	7.13%
	15.40%
	13.94%
	3.08%
	3.40%
	2.27%
	0.65%
	1.62%
	1.62%
	0.16%
	0.81%
	1.46%
	2.43%
	5.02%
	6.97%
	7.29%
	4.05%
	0.32%


圖10：不限風速之實際風與預估風間誤差分布表（以98年度資料檢驗）
由風向分布表可以得知，在桃園、金門、綠島、馬祖和松山等機場中，預估值與實際值之間的誤差落在偏左30度及偏右30度之間的範圍的個案比例是最高的。在臺北航空氣象中心對航空氣象預報的評分標準之中，是以實際風與預報風之間的誤差不大於30度為得分標準，因此在這些機場以類神經網路預估颱風接近時的風場的效果是符合航空氣象預報考核標準的。但在豐年、高雄、恆春和蘭嶼等機場的表現較差。豐年機場出現機率最高的誤差區間幾乎呈常態分布，並沒有特別集中的區域或特別高的比例。高雄機場分析結果雖也有很高比例落在偏左30度到偏右30度之間的區間，但有略微傾向偏右的情形，最高的比例出現在偏右40度到偏右50度。恆春機場的預估值更是明顯較實際值偏右，最高比例出現在偏右50度到偏右90度之間。蘭嶼機場的預估值與豐年機場相似，沒有特別高的區間，最高值甚至出現在偏左150度到偏左160度及偏右170度到偏右180度之間。
由於東部和高雄機場類神經網路預估效果太差，並不符合國際民航組織的標準與要求，必需進一步找出造成其預估誤差過大的原因並加以改進。在進一步分析了所有資料之後，發現東部和高雄機場發生誤差的個案大多數都是在風速較弱的情況下發生的，也就是說，在風速低於10浬的情況下，由於這幾個機場附近有較高的山脈或丘陵地形，常常會造成風在經過地形之後出現複雜但微弱的亂流，而在風速較強的時候，雖然也會發生繞山或過山的效應，但氣流相對來說會比較穩定。在實際作業上，10浬以下的弱風一般不會對中型或大型航空器在起飛及降落時造成太大的危害。
因此，我們過濾了檢驗用的資料庫，只留下風速在十浬以上的個案進行驗證。 以下就是只採計風速在十浬以上的個案時誤差分布的變化。
	
	-170~-180
	-160~-170
	-150~-160
	-140~-150
	-130~-140
	-120~-130
	-110~-120
	-100~-110
	-90~-100
	-80~-90
	-70~-80
	-60~-70
	-50~-60
	-40~-50
	-30~-40
	-20~-30
	-10~-20
	0~-10
	0~10
	10~20
	20~30
	30~40
	40~50
	50~60
	60~70
	70~80
	80~90
	90~100
	100~110
	110~120
	120~130
	130~140
	140~150
	150~160
	160~170
	170~180

	TP
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.35%
	1.05%
	1.05%
	1.39%
	0.70%
	1.05%
	1.39%
	1.74%
	2.44%
	3.83%
	2.09%
	9.06%
	11.15%
	11.85%
	12.20%
	7.67%
	4.88%
	4.18%
	2.79%
	3.83%
	2.79%
	3.48%
	0.35%
	0.70%
	0.35%
	0.00%
	0.70%
	0.00%
	2.09%
	4.18%
	0.70%

	BS
	0.00%
	1.85%
	0.00%
	1.85%
	1.85%
	3.70%
	3.70%
	5.56%
	7.41%
	1.85%
	5.56%
	3.70%
	0.00%
	1.85%
	0.00%
	0.00%
	0.00%
	9.26%
	18.52%
	14.81%
	3.70%
	3.70%
	1.85%
	3.70%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	1.85%
	0.00%
	3.70%
	0.00%

	FN
	3.70%
	0.00%
	1.85%
	0.00%
	1.85%
	0.00%
	0.00%
	0.00%
	1.85%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	1.85%
	3.70%
	1.85%
	20.37%
	25.93%
	16.67%
	0.00%
	0.00%
	1.85%
	0.00%
	1.85%
	0.00%
	1.85%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	1.85%
	3.70%
	1.85%
	7.41%

	GI
	0.00%
	0.00%
	0.00%
	0.00%
	5.36%
	0.00%
	1.79%
	0.00%
	0.00%
	1.79%
	0.00%
	0.00%
	0.00%
	1.79%
	0.00%
	3.57%
	16.07%
	8.93%
	23.21%
	12.50%
	0.00%
	0.00%
	1.79%
	0.00%
	0.00%
	1.79%
	1.79%
	0.00%
	3.57%
	1.79%
	0.00%
	1.79%
	3.57%
	7.14%
	0.00%
	1.79%

	KH
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	22.50%
	30.00%
	20.00%
	10.00%
	10.00%
	0.00%
	7.50%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%

	KW
	2.70%
	5.41%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	2.70%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
	18.92%
	35.14%
	0.00%
	0.00%
	0.00%
	0.00%
	8.11%
	10.81%
	2.70%
	10.81%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%
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圖11：風速10浬以上實際風與預估風間誤差分布表（以98年度資料檢驗）
由表中可以明確的看出，出現機率最高的誤差範圍區域大幅度的往左偏30度到右偏30度之間的這個區間集中，這個結果證實了我們對結果重新分析時發現的特性，亦即：類神經網路的預估結果在風速達到10浬以上時相當可靠，在風速低於10浬時對附近有明顯地形效應的機場預估效果較差，但對本區大部分的民航航空器來說，10浬以下的弱風並不會構成起降時的威脅。
雖然，只採計風速在10浬以上時的資料顯示類神經網路預估颱風接近時的風向能力相當可靠，但在恆春、豐年和綠島等機場誤差範圍落在合格標準區間的個案比例仍比其他機場略低，探究其原因發現，由於這幾個機場只在日間進行一般觀測，並不像其餘機場全天24小時都進行一般觀測，所以在統計時可用做檢驗的樣本數比全天觀測的機場少得多，因此其對母群體的代表性也較低。
為了釐清這個問題的影響，我們進一步分析93年度至98年度間預留作為檢驗使用的資料，並同樣濾除風速低於10浬的個案後結果如下表：
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圖12：風速10浬以上實際風與預估風間誤差分布表（以93至98年度資料檢驗）
由93年至98年度資料驗證結果分布表中，可以發現恆春機場、豐年機場和綠島機場的個案數由18筆資料增加到112筆，而這些機場的誤差分布也更往合格標準區間集中。除了這些機場之外，其餘原本表現不錯的機場也有進步，類神經網路對九個民航機場的風向預估成果檢驗誤差幾乎都落在偏左30度與偏右30度之間。為了更清楚的表現出類神經網路預估風向的能力，我們將誤差分類為：命中（誤差落在30度以內）、略微失誤（誤差落在30度到60度之間）、失誤（誤差落在60度到90度之間）、大幅失誤（誤差落在90度到120度之間）、嚴重失誤（誤差落在120度到150度之間）、完全失誤（誤差落在150度到180度之間）等六組，並將各組所佔個案比例繪製成百分比堆疊直條圖。
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圖13：不限風速平均風風向誤差（98年度資料）
由98年度不限風速資料驗證百分比堆疊直條圖可以發現只有馬祖、金門、松山、桃園等機場的風向預估誤差有50%以上勉強落在合格範圍之內。而綠島、高雄、豐年、蘭嶼和恆春的預估誤差都太大，尤其是恆春機場的預估誤差主要落在誤差60度到90度之間。
經過仔細的審查資料之後發現，這麼大的誤差主要發生在風速微弱的時候，尤其是在風度低於10浬時特別容易發生較大的誤差。但事實上低於10浬的弱風對航空器的威脅並不像強風那麼大，而在颱風接近期間，受颱風影響的機場的風速大部分都已經增加至30浬至40浬之間，在這麼高的風速之下要如何精確的預估機場的風向是本研究的主要課題，若為了增進弱風時的預估準確度，反而可能會喪失在強風時的預估準確度；因此我們可以合理的將低於10浬的弱風過濾掉，將研究的重心放在中到強風時的風向預估部分。
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圖14：風速10浬以上平均風風向誤差（98年度資料）
由98年度風速在10浬以上的資料驗證百分比堆疊直條圖可以發現綠島、高雄、豐年、蘭嶼和恆春的預估能力都大幅提升，落在命中區間的比例全都提高到65%以上，就算是較差的金門、蘭嶼等機場，風向預估誤差落在命中區間的也都在50%以上。其中馬祖的命中比率高達100%，但這是因為單年度中非24小時全天觀測機場的個案數偏低，容易失去對統計母群體的代表性，並不能真正代表馬祖地區的類神經網路預估風向能達到完全命中的效果。
然而，這樣的結果可以證明即使使用過去的資料進行訓練，訓練完成的類神經網路仍然可以在後續的年度中被持續使用，並不需要頻繁的重新訓練。大部分全天觀測的機場的預估誤差都落在標準區間之內，而非全天觀測的機場受到資料量過少的影響，預估的表現較不穩定，但仍能在濾除弱風情況之後達到50%以上的完全命中和11%至19%之間的略微失誤。這樣的結果顯示，類神經網路所訓練出來的預估核心能可靠的預測颱風接近期間的風向。
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圖15：風速10浬以上平均風風向誤差（93-98年資料）
最後是由93年到98年間預留做檢驗使用的資料產生的百分比堆疊直條圖。由於濾除了弱風情況，並且因使用了較大量的資料避免了非全天觀測機場在母群體代表性上的問題，預估誤差的表現比單純使用98年度資料要更優良，恆春與馬祖機場的預估誤差落在完全命中區間的比例是90%以上，而綠島，松山，豐年，蘭嶼，桃園與金門等機場預估誤差落在完全命中區間的比例則約在80%左右。表現最差的高雄也有64%的完全命中機率，和26%的略微失誤機率。
綜合以上圖表和分析可知，由類神經網路訓練出來的計算核心能適切的完成在颱風期間估計各機場風向的任務，而且一旦訓練完成，並不需要每年更新資料或重新訓練，可以節省許多後續資料庫維護和程式改寫所需的資源。
接下來進一步分析類神經網路預估颱風接近時的風速時表現如何。同樣針對9個機場，將實際風速與預估風速的誤差計算出來，將誤差由低估35浬到低估30浬、低估30浬到低估25浬，……，高估25浬到高估30浬，高估30浬到高估35浬等區間分為14組，分別累計個案所得的誤差落在此區間內的個數，計算其百分比之後便能顯示出風速估計的成果如何。在國際民航組織的規定中，對風速低估5浬或高估5浬是合理的誤差範圍，可視為預估命中。
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圖16：平均風風速誤差分布表（以93至98年度資料檢驗）
由表中可以發現分布機率最高的風速誤差為低估5浬到0浬，或0浬到高估5浬，這兩個區間表示類神經網路對平均風風速的預估滿足國際民航組織要求的誤差標準，同時在表中可以發現，大部分的機場都有略微低估的現象。這是因為在颱風接近時常常會產生極端風速值，而統計方法對極值事件容易發生低估的情況，但這種低估的情況在本研究中並不嚴重，而且可以透過在後續程式寫作時，將風速部分略往上調，使它能更接近實際風的風速。
	
	-35~-30
	-30~-25
	-25~-20
	-20~-15
	-15~-10
	-10~-5
	-5~0
	0~5
	5~10
	10~15
	15~20
	20~25
	25~30
	30~35

	TP
	0.07%
	0.67%
	1.45%
	4.36%
	9.63%
	19.70%
	31.92%
	21.18%
	7.44%
	3.03%
	0.47%
	0.07%
	0.00%
	0.00%

	BS
	0.00%
	0.00%
	0.00%
	0.39%
	8.99%
	25.26%
	40.60%
	21.40%
	3.37%
	0.00%
	0.00%
	0.00%
	0.00%
	0.00%

	FN
	0.42%
	0.88%
	1.30%
	2.27%
	6.09%
	18.04%
	41.35%
	24.31%
	4.30%
	1.00%
	0.03%
	0.00%
	0.00%
	0.00%

	GI
	0.00%
	0.12%
	0.37%
	1.74%
	4.60%
	13.06%
	36.07%
	25.87%
	13.56%
	2.49%
	1.62%
	0.37%
	0.00%
	0.12%

	KH
	1.86%
	2.01%
	2.17%
	2.20%
	5.67%
	23.31%
	39.62%
	18.45%
	3.45%
	0.97%
	0.29%
	0.00%
	0.00%
	0.00%

	KW
	0.14%
	0.42%
	0.42%
	0.70%
	0.98%
	7.71%
	44.18%
	41.80%
	2.66%
	0.28%
	0.14%
	0.00%
	0.42%
	0.14%

	LY
	0.13%
	0.13%
	0.39%
	1.43%
	7.92%
	15.84%
	31.82%
	32.08%
	7.79%
	1.95%
	0.39%
	0.13%
	0.00%
	0.00%

	MT
	1.53%
	1.37%
	1.20%
	1.29%
	6.67%
	18.63%
	33.17%
	23.69%
	10.12%
	2.25%
	0.08%
	0.00%
	0.00%
	0.00%

	SS
	0.02%
	0.16%
	0.16%
	1.65%
	6.33%
	19.80%
	36.12%
	28.96%
	5.28%
	1.05%
	0.26%
	0.16%
	0.05%
	0.00%


圖17：陣風風速誤差分布表（以93至98年度資料檢驗）
針對陣風的預估誤差也同樣分為14組，計算各個案誤差落在某區間內的機率。可以看到與平均風的分析類同，大致都落在低估5浬到高估5浬之間的命中區間之中，但也有同樣的低估傾向。與平均風速一樣，這也是受到極限值統計後會喪失其極端特性而造成對強風事件的風速預估容易有低估的傾向。這種小幅度的低估傾向可以透過在計算核心中把偏差值加回預估結果中來解決。
至此，本研究欲建立一個可靠的預估颱風接近期間風向與風速的計算核心的研究目標已完成檢驗，在弱風被濾除的情況下，風向的預估結果相當準確，最高可以達到90%以上的正確率。而風速部分的預估也很優良可靠，低估5浬的傾向可在計算核心中加上偏差值來解決，而提供給使用者的資訊也應該同時包含平均風風速和陣風風速。而平均風的風向與陣風風向在資料統計中沒有明顯的差異，因此我們在計算時選用平均風的風向做為顯示的風向。
(2) 類神經網路風場預估系統程式
在建立預估風向風速計算核心之後，就可以將這個計算核心發展成一個完整的風場預估系統。
由於前文中所提到的各種限制，類神經網路對弱風條件下的風向預估品質較不穩定，在給予一組輸入參數時只能回應一組風向風速值，不像傳統風場統計那樣可以提供大量的統計資訊，這些特性使類神經網路風力估計系統不適合用於針對一個落在某範圍的颱風進行細節性的研究。它的優勢在於運算快速，不需持續更新資料庫，而且針對一組輸入參數只會產生一組風向風速值，因此其產生的資訊雖然不如傳統統計方法那麼多樣複雜，但反過來說簡潔單純的資訊也正是它的優點之一。
因為類神經網路風力估計系統有這些特性，它特別適合用來解決預報人員在實際作業時常遇到的針對時間軸進行內外插，估計各機場在一段較長的時間內風場是否會有明顯變化或有威脅性的風場發生等作業需求。過去預報人員在使用傳統統計程式製作機場預報或風力預報時，往往必須自行將中央氣象局或日本氣象廳所發布的颱風預報資訊內插至數個時間點，再將這些資訊一組一組輸入統計程式之中，記錄下各時間點的風向風速分布之後，再判斷風場是否會有劇烈變化。由於類神經網路風力估計系統產生的資訊很簡單，對應每組颱風資訊只會產生單一風向風速組，因此可以在一個頁面中同時顯示許多個時間點相對應的颱風資料所運算得到的風向風速組，藉由比較和對照，就可以輕易的找出這段時間內風場發生劇烈變化的時間，並對預報時間內的風場進行進一步的評估。
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圖18：颱風接近期間各機場風力類神經網路分析系統主要介面
完成的類神經網路風力預估系統擁有三個模式：單一時間、內（外）插、24小時風場變化。介面的上方是輸入區，主要用來處理使用者的輸入訊息，下方是顯示區，系統所計算出的風向與風速會出現在這一區。
首先，單一時間模式部分的功能就是類神經網路風力預估程式的計算核心：輸入一組颱風資料，程式會顯示9個機場對應這組颱風資料的風向與風速。
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圖19：颱風接近期間各機場風力類神經網路分析系統輸入度分秒制
國際上標識颱風的位置時，經緯度單純為度分秒制與十進位制常常混用，為了方便預報員輸入颱風座標，程式會自動判斷使用者所輸入的是度分秒制還是十進位制，若是度分秒制則自動將其轉換為十進位，以便進一步運算。
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圖20：颱風接近期間各機場風力類神經網路分析系統自動將度分秒制轉換為十進位制
當緯度、經度、中心氣壓和七級風半徑都已填妥之後，不需點選任何按鈕，程式自動會將運算產生的風向和風速組顯示在下方的方格之中。
所顯示的風向為預估的平均風風向，風速為平均風風速最後加上一組GXX表示陣風風速。若程式預估的陣風風速與平均風風速之間的差距在8浬以上卻不足10浬，考慮到2浬的風速變動在誤差範圍之內，因此程式在這種情況下會自動以平均風風速加10浬作為陣風風速顯示。
若使用者在所有空格皆填滿之後又更動了某一欄位中的數值，則程式會自動在使用者輸入完畢之後重新計算各機場的風向風速。
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圖21：颱風接近期間各機場風力類神經網路分析系統將所有欄位填妥自動計算出對應的風向風速
第二種模式為內（外）插模式，主要是讓使用者輸入兩個時間點的颱風資料，並對使用者所設定之第三個時間點做內（外）插。使用者可以自由輸入最上方的時間欄之內的數字，並將緯度、經度、中心氣壓和七級風半徑等欄位填入數值。當第一時間點及第二時間點的某個欄位都已填妥時，程式會自動內（外）插出第三時間點該欄位的數值。使用者不能更改第三時間點的欄位數值，若第三時間點設為與第二時間點相同，那麼第三時間點的欄位值就等於第二時間點相對應欄位的數值。
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圖22：颱風接近期間各機場風力類神經網路分析系統內外插模式
另外為了保留預報上的不確定性，一般的內（外）插不一定符合颱風在這段時間內所行進的方向和位置。因此使用者可以直接在右上角的欄位中填上預期位置誤差的百分比，最低為0%，最高為30%，或是利用右邊的卷軸微調所希望設定的誤差值。當誤差值不為0時，程式會計算內（外）插時若颱風移動比預期快、或慢、或左偏，或右偏，且其偏移程度為第一時間點與第二時間點之間颱風的移動距離乘上誤差百分比。並將偏快的位置所計算出的風向風速顯示在該機場方框內最上面的欄位，偏左的位置計算出的風場顯示於左邊欄位，偏右的位置計算出的風場顯示於右邊欄位，偏慢的則顯示在下方的欄位中。這裡所說的偏快偏慢偏左偏右，是指對颱風移動的路徑而言，若颱風是西進的但在進行過程略往北偏，則稱其為偏右。
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圖23：颱風接近期間各機場風力類神經網路分析系統內外插模式填妥所有欄位後自動計算對應的風向風速
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圖24：颱風接近期間各機場風力類神經網路分析系統內外插模式改變誤差範圍時程式自動依誤差範圍計算周圍欄位風向風速值
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圖25：颱風接近期間各機場風力類神經網路分析系統內外插模式將誤差設為0時各機場的五組風向風速皆為同一組
第三個模式是24小時風場部分，切換成這個模式時，上面的輸入介面的欄位就會增加至五組，分別是第一組時間，第一組時間加6小時，加12小時，加18小時和加24小時。
在實際作業中，預報人員常需要將日本氣象廳或中央氣象局所預報的颱風位置強度等資訊進行分析之後預報一天左右的風向風速變化，以傳統的颱風風場統計程式來運算時，需要反覆輸入各時間點的內插結果。
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圖26：颱風接近期間各機場風力類神經網路分析系統24小時模式輸入空白欄位左右兩邊的欄位可啟動自動內插
本程式設計了自動的內插功能，只要使用者將某一空白欄位兩邊的欄位都填上數值，程式會自動對空白欄位運算內插，並將內插的數值自動填入空白欄位中。
以這樣的方式使用者很快就可以填滿20個欄位，同樣的，只要某個時間點的緯度、經度、中心氣壓和七級風半徑都已填妥，程式就會預估該資訊對應的風向風速為何，並填在下方的欄位中。
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圖27：颱風接近期間各機場風力類神經網路分析系統24小時模式輸入空白欄位左右兩邊的欄位啟動自動內插後程式自動計算中間值
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圖28：颱風接近期間各機場風力類神經網路分析系統24小時模式將四個欄位填妥時程式自動計算對應的風向風速值
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圖29：颱風接近期間各機場風力類神經網路分析系統24小時模式將所有欄位填妥時程式自動計算並顯示24小時內風向風速值的變化。
7、 結論
颱風接近期間各機場風力類神經網路分析系統的建立，能與近年建立的颱風風力統計程式互補不足，擁有運算快速、不需持續維護資料庫等優點，因此能大幅提升預報人員在進行逐時風力預報作業時的效率和正確性。多樣的模式能適合使用者各種不同的作業需求。除了能讓使用者快速的查詢對應某特定颱風資訊的某機場可能產生的風向和風速之外，更可以做簡單的短期內（外）插，或是為24小時預報做整段時間風向風速變化的客觀參考。
本系統所使用的計算核心經單一年度資料和跨年度資料兩種方式驗證，確實為可靠而且準確的預估計算。在100年八月開始交由臺北航空氣象中心的預報員在颱風侵襲期間試用，實際比對當時風場與類神經網路估計值之間的差異之後一致反應本系統在各民航機場預估風場很準確，增加的內（外）插功能和輸入自動轉換等功能都很方便，確實符合颱風預報作業的需求。試用人員也反應本系統不但計算速度快，而且在短期內不需要再重新訓練或更新的特點更能減輕作業時預報人員的工作負擔。雖然部分機場受限於觀測時間只限於日間的影響，使它們的預估品質較其他機場略低，但大部分機場都能讓誤差限制在符合本中心預報考核標準區間內的個案比例佔80%以上，少數機場甚至達到90%以上的佳績。
在使用這套系統時，有幾點仍需特別注意：
(1) 颱風接近期間各機場風力類神經網路分析系統採用統計方法和類神經網路訓練方式獲得估計值，但它並不像傳統統計工具能顯示多樣統計資訊給使用者，因此，它比較適合用來判斷一段預報時間內各機場的風向風速會不會有劇烈的變化。在找出變化的時間點之後，仍應該以該組資訊輸入傳統颱風風力統計系統進一步的分析歷史颱風在符合搜尋條件下所產生的風向風速統計分布為何，才不會陷入瞎子摸象見樹不見林的困境。
(2) 此系統只能將颱風的位置，強度和大小等資訊與各機場可能發生的風場做對應。因此仍會受到颱風本身位置強度等預報的準確與否的影響，若颱風的動向預報的品質就已經很差，那麼運算出來的對應風場自然也不能參考。
(3) 受到地形影響，此系統在弱風時的表現較差。因此使用者在使用時於弱風情況下對預估的風向應持保留的態度，與傳統颱風風力統計程式所顯示的統計分布比對分析後，進一步以本身經驗和動力學等學能進行預報。
颱風接近期間各機場風力類神經網路分析系統在開發過程中特別注意預報人員在實際作業時常遇到的不便和困難，將許多繁雜的計算和輸入加以簡化及自動化，就是希望能幫助預報人員在颱風接近期間特別忙碌的工作之中能有效且穩定的製作機場預報和風力預報作業。在本研究過程之中所使用的類神經網路訓練方式，也很適合用在其餘難以分析的天氣系統之中，在未來可持續據此經驗發展針對這些複雜天氣系統的客觀預報工具。
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